
Recepção: 09-05-2026 
Aprovação: 15-06-2026 

  pág. 1610 

DOI:  https://doi.org/10.61616/rvdc.v7i2.1641  

Dashboard Inteligente para el Análisis de Resultados de Pruebas de 

Admisión en la Universidad Técnica de Machala 
 

Robinson Rodrigo Pacheco Zhigui 

rpacheco2@utmachala.edu.ec 

https://orcid.org/0009-0003-3268-3002 

Universidad Técnica de Machala 

 

Daniel Josue Dumes Armijos 

ddumes1@utmachala.edu.ec 

https://orcid.org/0000-0002-1375-2311 

Universidad Técnica de Machala 

 

Dixys Leonardo Hernández 

dhernandez@utmachala.edu.ec 

https://orcid.org/0000-0002-2116-6531 

Universidad Técnica de Machala 

 

Eduardo Alejandro Tusa Jumbo 

etusa@utmachala.edu.ec 

https://orcid.org/0000-0002-9408-5134 

Universidad Técnica de Machala 

  

https://doi.org/10.61616/rvdc.v7i2.1641
mailto:rpacheco2@utmachala.edu.ec
https://orcid.org/0009-0003-3268-3002
https://orcid.org/0000-0002-1375-2311
https://orcid.org/0000-0002-2116-6531
https://orcid.org/0000-0002-9408-5134


 

  pág. 1611 

RESUMEN 

El análisis de las pruebas de admisión constituye un insumo clave para la gestión académica 

en la Universidad Técnica de Machala (UTMACH), ya que permite identificar patrones de 

desempeño y dificultades. No obstante la dispersión de los datos y la falta de herramientas 

visuales dinámicas dificultan la toma de decisiones. Frente a esta  problemática se propone 

un dashboard inteligente para el análisis integral de estas pruebas. El sistema analiza la 

información de los postulantes en cuatro dimensiones: Razonamiento Numérico, Lógico, 

Verbal y Abstracto. Su desarrollo se guió por la metodología ágil Extreme Programming (XP), 

priorizando ciclos cortos y retroalimentación con usuarios. La solución se implementa sobre 

el stack MEAN (MongoDB, Express, Angular, Node.js) incorporando Ollama para ejecutar 

Modelos de Lenguaje (LLM) y generar reportes y recomendaciones automatizadas. Como 

resultado se procesó un dataset de 5.596 aspirantes, identificando diferencias de rendimiento 

según sostenimiento institucional (fiscal, particular, fiscomisional), género, carrera y 

procedencia geográfica. La integración con Ollama permitió interpretar indicadores 

calculados por el sistema y generar reportes orientados a estrategias de nivelación, tutorías y 

ajustes curriculares. El dashboard se consolida como herramienta de inteligencia de negocios 

que transforma datos crudos de admisión en conocimiento útil para la toma de decisiones en 

la UTMACH. 
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Smart Dashboard for Analyzing Admission Test Results at the 
Technical University of Machala 

 

ABSTRACT 

The analysis of admission tests constitutes a key input for academic management at the 

Technical University of Machala (UTMACH), as it allows for the identification of performance 

patterns and difficulties. However, the dispersion of the data and the lack of dynamic visual 

tools hinder decision-making. In response to this issue, an intelligent dashboard is proposed 

for the comprehensive analysis of these tests. The system analyzes the applicants' 

information in four dimensions: Numerical, Logical, Verbal, and Abstract Reasoning. Its 

development was guided by the agile methodology Extreme Programming (XP), prioritizing 

short cycles and user feedback. The solution is implemented on the MEAN stack (MongoDB, 

Express, Angular, Node.js) incorporating Ollama to run Language Models (LLM) and generate 

automated reports and recommendations. As a result, a dataset of 5,596 applicants was 

processed, identifying performance differences based on institutional support (public, 

private, subsidized), gender, major, and geographical origin. The integration with Ollama 

allowed for the interpretation of indicators calculated by the system and the generation of 

reports aimed at leveling strategies, tutoring, and curricular adjustments. The dashboard 

consolidates as a business intelligence tool that transforms raw admission data into useful 

knowledge for decision-making at UTMACH. 

 

Keywords: Intelligent dashboard, business intelligence, admission tests 
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INTRODUCCIÓN 

En América Latina cada vez más estudiantes acceden a la educación superior, lo que ha 

incrementado la necesidad de fortalecer los mecanismos de admisión sin comprometer la 

calidad académica (Alpízar et al., 2023). Las pruebas de admisión continúan siendo una 

herramienta relevante para predecir cómo les irá a los estudiantes en la universidad (Abarca 

et al., 2025). En este escenario regional, lo que realmente importa de estos exámenes es 

cómo las universidades aprovechan la gran cantidad de datos que generan, convirtiéndolos 

en información útil para mejorar su enseñanza. En Ecuador la Universidad Técnica de Machala 

(UTMACH) tiene pendiente modernizar cómo gestiona el ingreso de los nuevos estudiantes. 

El problema se basa en que los datos sobre el desempeño de los postulantes, incluidas 

diferentes métricas se guardan en archivos estáticos salidos del sistema de gestión de 

aprendizaje (LMS). Debido a que esta información se encuentra dispersa y no existen 

herramientas dinámicas, tanto autoridades como docentes carecen de una visión integral y 

oportuna, lo que complica la toma de decisiones (Lobos et al., 2022). 

En lo que respecta a la plataforma LMS, diversos estudios aclaran que agregar un dashboard 

inteligente para visualizar datos marca una diferencia (Peña, 2024). La representación de los 

datos mediante gráficos interactivos facilita el análisis del desempeño de los postulantes en 

las pruebas de admisión (Vásquez et al., 2024). De esta manera el sistema deja atrás las 

limitaciones de las herramientas tradicionales y apuesta por la analítica educativa y la 

visualización, las cuales contribuyen a transformar grandes volúmenes de información 

académica en insumos útiles para la toma de decisiones (Masiello et al., 2024). El modelo 

analítico se compone de métricas que permiten diagnosticar el rendimiento, métricas que 

dan contexto y análisis de dispersión y variabilidad. Esto permite detectar anomalías o valores 

atípicos (outliers), los cuales pueden sesgar los resultados y afectar la interpretación de los 
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datos si no son tratados adecuadamente (Hernández et al., 2025). Gracias a este enfoque, no 

solo se obtiene información, sino que se generan recomendaciones para intervenir en áreas 

que requieren atención basadas en los datos. 

Para desarrollar la solución se eligió Extreme Programming (XP), una metodología ágil basada 

en ciclos de desarrollo cortos, mucho intercambio con los usuarios y ajustes rápidos ante 

cualquier cambio en los requisitos (Armijos et al., 2024). Todo se montó en una arquitectura 

desacoplada, un enfoque que mejora la escalabilidad, flexibilidad y modularidad en sistemas 

modernos (Pinargote, 2023). 

En este contexto, el objetivo de este estudio es diseñar, implementar y evaluar un dashboard 

inteligente para el análisis integral de los resultados de pruebas de admisión en la Universidad 

Técnica de Machala, integrando métricas analíticas, visualizaciones interactivas y un módulo 

de interpretación automatizada basado en Ollama, con el fin de apoyar la identificación de 

patrones de rendimiento y la generación de recomendaciones académicas orientadas a 

estrategias de nivelación, tutorías y ajustes curriculares. 

METODOLOGÍA 

Para desarrollar el Dashboard Inteligente se eligió la metodología ágil Extreme Programming 

(XP) la cual corresponde a un framework ágil que enfatiza la entrega frecuente de valor, la 

colaboración estrecha con el cliente y la aplicación de prácticas de ingeniería de alta calidad 

para responder de forma eficiente a cambios en los requisitos (Armijos et al., 2024). Esta 

metodología se seleccionó por su idoneidad en proyectos de tamaño mediano con requisitos 

dinámicos, como el presente donde la retroalimentación continua de los stakeholders 

(autoridades de la UTMACH) permitió refinar progresivamente las métricas analíticas y las 

funcionalidades del sistema. 

La metodología XP permitió construir un pipeline de procesamiento de datos robusto y 
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flexible, centrada en el análisis de las pruebas de admisión y a su posterior visualización 

mediante un dashboard interactivo  (Serna & Rubio, 2025). 

Figura 1. Fases de la metodología XP 

 

Fuente: Los autores basado en el modelo de (Urian & Alba, s. f.). 

Fase de planificación 

En esta fase de planificación se constituyó el cimiento estratégico del proyecto, donde se 

alinearon las necesidades de la UTMACH con los objetivos analíticos del sistema. El proceso 

inició con un análisis exhaustivo de la fuente de datos crudos (Dataset), identificando 

variables críticas como componente, preguntas_correctas, puntaje_obtenido. Este 

diagnóstico permitió estructurar un pipeline analítico orientado a transformar registros 

tabulares dispersos en indicadores de valor (López, 2021). 

Figura 2. Conjunto de datos crudos (Dataset) 

 

Fuente: Los autores 

Bajo el marco de trabajo XP y como resultado de este análisis inicial se priorizaron los 
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siguientes Requerimientos Funcionales (RF) que guiarían las iteraciones de desarrollo: 

• RF-01 (Ingesta): Carga masiva y centralización de archivos Excel/CSV. 

• RF-02 (Procesamiento): Automatización del cálculo de métricas de riesgo y dificultad. 

• RF-03 (Visualización): Dashboards interactivos para la identificación de patrones. 

• RF-04 (Inteligencia Prescriptiva): Integración de modelos de lenguaje (LLM) vía Ollama 

para la generación de reportes narrativos y recomendaciones estratégicas. 

Fase de diseño 

En esta fase se transformaron los requerimientos funcionales en una solución técnica 

escalable. Se adoptó una arquitectura desacoplada, en la que el sistema se organiza 

funcionalmente en presentación, lógica de negocio e infraestructura mientras que el backend 

se implementa bajo el enfoque de arquitectura hexagonal (Puertos y Adaptadores). Esta 

organización favorece la mantenibilidad, la escalabilidad y la posibilidad de sustituir 

tecnologías sin afectar el núcleo del sistema (Tu, 2023).  

La solución se creó con el stack MEAN en donde MongoDB se encarga del almacenamiento 

documental y Ollama actúa como motor de inferencia local para ejecutar modelos de lenguaje 

(Llama 3.2) cuya integración se detalla más adelante. 

El sistema se basa en tres capas principales: 

• Capa de presentación: Desarrollada en Angular, responsable de la visualización 

interactiva y la actualización dinámica de los datos mediante Signals.  

• Capa de lógica de negocio: Implementada en Node.js y Express, encargada de procesar 

la información y coordinar el pipeline analítico junto con los servicios de inteligencia 

artificial.  

• Capa de datos e infraestructura: Compuesta por MongoDB y Ollama que actúa como 

proveedor local de IA para interpretar los indicadores y generar análisis narrativos. 
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Arquitectura del sistema 

El backend está basado en una arquitectura hexagonal que separa el dominio de los detalles 

de infraestructura. Las capas de dominio, aplicación, infraestructura y presentación están 

configuradas para apoyar las pruebas, el mantenimiento y la evolución del sistema. Se 

utilizaron patrones de diseño como Estrategia y Fábrica para integrar proveedores de 

inteligencia artificial, así como una capa de servicio que gestiona la lógica de negocio. De esta 

manera, el sistema puede elegir las tecnologías a utilizar y es un sistema continuo. El frontend 

ha sido diseñado con Angular y es modular, lo que significa que el panel de control, la analítica 

y la gestión de usuarios están en módulos separados.  

Diseño arquitectónico del pipeline 

El eje conector de esta arquitectura es el Pipeline Analítico, el cual orquesta el flujo de 

información desde la entrada de datos en el Frontend hasta su almacenamiento definitivo en 

la base de datos (Ogunsola et al., 2022). El diseño técnico se articula en  nueve etapas, 

orientadas a transformar registros dispersos en conocimiento accionable. 

Figura 3. Arquitectura del Pipeline de Procesamiento de Datos 

 

Fuente: Los autores 

Como se ilustra en la Figura 3, el pipeline ejecuta las siguientes operaciones secuenciales: 
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• Ingesta de Fuentes Tabulares: Recepción del archivo Excel/CSV mediante servicios 

asíncronos en Node.js, capturando parámetros de contexto. 

• Validación y Parsing: Uso de librerías como ExcelJS para escanear la estructura tabular, 

verificando encabezados y consistencia de celdas. 

• Limpieza (Cleansing): Módulo encargado de normalizar valores nulos, corregir tipos de 

datos y generar llaves primarias algorítmicas. 

• Transformación y Agregación: Etapa donde se unifican las filas repetidas y se aplican los 

cálculos masivos de las métricas analíticas. 

• Cálculo de métricas: Se ejecutan los cálculos masivos de las métricas analíticas base y 

complementarias definidas en el sistema. 

• Persistencia en MongoDB: Almacenamiento de los documentos optimizados y de los 

resultados procesados en la base de datos, dejándolos disponibles para consulta, 

análisis y consumo por parte de la API REST.  

• Prompt estructurado: Construcción del prompt a partir de los indicadores y métricas 

calculadas, organizando la información de forma comprensible para su envío al modelo 

de lenguaje.  

• Inferencia de IA (Ollama): El modelo de lenguaje local procesa el prompt y genera 

interpretaciones pedagógicas, análisis narrativos y recomendaciones. 

• Reportes y recomendaciones: Entrega del resultado al usuario final a través de la API 

REST y su visualización en el dashboard. 

Integración de inteligencia artificial 

La incorporación de la IA consta de una arquitectura desacoplada que ayuda a usar diferentes 

proveedores, también se prioriza el uso de Ollama para ejecutar modelos de forma local 

garantizando la privacidad de los datos, la elección respondió a la necesidad de contar con 
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una solución de inteligencia artificial accesible y sostenible para el contexto institucional, 

evitando la dependencia de servicios comerciales de pago. Además se implementó un 

mecanismo de contingencia (fallback) que en caso de fallos garantiza la continuidad del 

mismo permitiendo que el resto de las funcionalidades permanezcan operativas. 

En respecta al funcionamiento, el backend obtiene datos procesados de MongoDB y calcula 

previamente métricas, luego esos resultados se organizan en un prompt que se envía a Ollama 

para producir interpretaciones automáticas, análisis narrativos y recomendaciones 

pedagógicas. Ollama así complementa el análisis cuantitativo del dashboard al convertir cifras 

en explicaciones claras para decisiones educativas.  

Persistencia de datos e interfaz 

Se optó por un modelo documental de MongoDB el cual guarda el perfil completo de cada 

estudiante permitiendo realizar consultas analíticas eficientes. Por otro lado la interfaz se 

diseñó como un dashboard reactivo con indicadores clave y gráficos interactivos donde el uso 

de Signals permite actualizar los datos de forma dinámica al momento de aplicar filtros, lo 

que mejora la experiencia del usuario. 

Fase de implementación 

En esta fase se construyó el sistema a partir del diseño previamente definido siguiendo un 

enfoque incremental basado en la metodología XP mencionada anteriormente. La 

implementación se organizó en dos componentes principales:  

• Backend, encargado del procesamiento de datos 

• Frontend, orientado a la visualización interactiva. 

Backend y motor analítico 

El backend está construido con Node.js y Express la cual se creó una API REST para cargar y 

procesar archivos provenientes del LMS. El flujo inicia con la ingesta de datos mediante 
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ExcelJS, el cual permite validar y recorrer los archivos de manera eficiente. Posteriormente se 

realizan procesos de limpieza y normalización los cuales garantizan que la información sea 

consistente, los cuales el sistema calcula métricas clave donde finalmente se integra el motor 

de inteligencia artificial mediante Ollama, el cual genera interpretaciones automáticas a partir 

de los resultados. 

Excel → Validación →  Limpieza → Métricas → MongoDB → Prompt → Ollama 

Persistencia de datos 

La persistencia se implementó con MongoDB utilizando la librería Mongoose, adoptando un 

modelo documental que almacena el perfil integral del estudiante en una única colección. 

Este enfoque permite manejar datos heterogéneos de manera flexible. Como se evidencia en 

la Figura 4, además se optimizaron las consultas mediante la creación de índices en los 

campos más utilizados, lo que garantiza tiempos de respuesta rápidos incluso con grandes 

volúmenes de información. 

Figura 4. Estructura documental en MongoDB 

 

Fuente: Los autores 

Interfaz de usuario 

La interfaz se desarrolló en Angular teniendo en cuenta la claridad visual y la rapidez de 
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respuesta. Se implementó un modelo de gestión basado en Signals el cual permite actualizar 

de manera eficiente dichos componentes del dashboard al momento de aplicar los filtros. 

Para la respectiva visualización de los datos se integraron herramientas tales como AG Charts, 

el cual posibilita la representación de métricas estadísticas a través de gráficos interactivos 

que mejoran la legibilidad y detección de patrones en grandes volúmenes de datos 

(Quisaguano et al., 2025). Asimismo se usó Tailwind CSS para obtener un diseño adaptable 

asegurando una correcta visualización en distintos dispositivos. 

Fase de prueba 

Las pruebas se realizaron de manera iterativa, siguiendo la metodología XP, y cada 

incremento funcional fue validado antes de su integración final. El proceso aseguró la 

integridad de los datos y la precisión de las métricas generadas por el sistema. 

Pruebas de integración 

Se ejecuton pruebas de robustez utilizando archivos con datos repetidos e inconsistentes. El 

sistema logró procesar estos casos, normalizando valores y descartando registros inválidos 

sin afectar la carga masiva de datos. Además se validó la estabilidad del módulo de 

inteligencia artificial mediante pruebas de carga y disponibilidad. Se verificó que el dashboard 

estableció una conexión robusta con el servidor de Ollama. 
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Figura 5. Validación de la carga e integración de datos 

 

Fuente: Los autores 

Validación del módulo de inteligencia artificial  

Se verificó la integración entre el dashboard y el motor de inteligencia artificial Ollama, 

comprobando la disponibilidad del modelo de lenguaje y la correcta ejecución de los módulos 

de análisis de cuartiles, predicciones y detección de valores atípicos. 

Figura 6. Validación de la integración del módulo de inteligencia artificial mediante Ollama 

 

Fuente: Los autores 
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Verificación de resultados analíticos 

Para verificar la precisión de los resultados generados por el dashboard, se seleccionó una 

muestra aleatoria de registros sobre la cual se calcularon manualmente el promedio, la 

mediana y los cuartiles de los principales indicadores obtenidos por el sistema. 

Posteriormente, estos valores se compararon con los producidos por el dashboard, 

obteniéndose resultados consistentes. De forma complementaria, se revisó la identificación 

de valores atípicos en los gráficos estadísticos, verificando que estos se ubicaran fuera de los 

límites definidos por el rango intercuartílico. Con ello se confirmó la correcta aplicación de los 

cálculos implementados y la confiabilidad de los resultados analíticos presentados por el 

sistema. 

Definición de métricas analíticas 

A partir del análisis del dataset y de los requerimientos priorizados durante el desarrollo del 

dashboard, se definió un catálogo de métricas organizado en dos niveles: métricas base y 

métricas complementarias. Esta clasificación permite distinguir los indicadores nucleares del 

rendimiento académico de aquellos orientados al análisis descriptivo y contextual. Este 

enfoque es consistente con metodologías de diseño de dashboards, donde la selección de 

métricas se deriva del análisis de objetivos, usuarios y fuentes de datos, priorizando aquellos 

indicadores que aportan valor a la toma de decisiones (Córdova et al., 2021). 

Métricas base del sistema 

Las métricas base corresponden a indicadores diagnósticos clave, formalizados mediante 

proporciones y diferencias normalizadas. Estas se implementan directamente en el backend 

mediante pipelines de agregación para garantizar la integridad de los cálculos masivos. 
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Tabla 1. Métricas base 

Métrica Fórmula Propósito 

Índice de Dificultad 

(ID) 

ID = 100 - ((Preguntas_Correctas / 

Total_Preguntas) * 100) 

Medir la dificultad relativa de 

cada componente del 

examen. 

Tasa de Admisión 

(TA) 

TA = (Admisiones / Postulantes) * 100 Cuantificar el porcentaje de 

estudiantes admitidos. 

Índice de Riesgo por 

Procedencia (IRP) 

IRP = ((Promedio_General − 

Promedio_Grupo) / Promedio_General) 

× 100 

Identificar procedencias con 

rendimiento inferior al 

promedio. 

Porcentaje de 

Discapacidad (PD) 

PD = (N_Con_Discapacidad / N_Total) * 

100 

Determinar la proporción de 

postulantes con discapacidad. 
Fuente: Los autores 

Métricas complementarias del sistema 

De forma complementaria, el sistema incorpora métricas descriptivas orientadas al análisis 

demográfico, institucional y de demanda académica. Estas métricas contextualizan los 

resultados sin introducir supuestos psicométricos adicionales, facilitando una visión integral 

del proceso. 

Tabla 2. Métricas complementarias 

Métrica Fórmula Propósito 

Distribución por 

Género (DG) 

DG = (N_Genero / N_Total) * 100 Determinar la composición 

porcentual de la población por 

género. 

Brecha de 

Rendimiento 

(BRG) 

BRG = Promedio_Hombres - 

Promedio_Mujeres 

Cuantificar la diferencia absoluta 

entre el puntaje promedio de 

hombres y mujeres. 

Demanda por 

Carrera (DC) 

DC = (Postulantes_Carrera / N_Total) 

* 100 

Determinar las carreras con mayor 

número de postulantes. 

Tasa de Cupo por 

Carrera (TCC) 

TCC = (Cupos_Asignados / 

Postulantes_Carrera) * 100 

Evaluar el acceso relativo o 

competitividad por carrera. 

Rendimiento 

Institucional (RI) 

RI = Promedio_Puntaje_Institucion Comparar el desempeño académico 

promedio según el tipo de institución 

de procedencia. 
Fuente: Los autores 
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RESULTADOS  

Con el propósito de analizar el comportamiento de los datos procesados por el dashboard 

inteligente, se trabajó con un dataset real de aspirantes, lo que permitió identificar patrones 

de rendimiento, distribución estadística y diferencias de desempeño entre distintos grupos 

de análisis. 

Figura 7. Análisis de distribución de puntajes y comportamiento estadístico global 

 

Fuente: Los autores 

Como se ilustra en la figura 7, después de haber construido el panel de control y haber 

utilizado el conjunto de datos de 5,596 aspirantes se generó un panel de análisis descriptivo. 

Las puntuaciones promedio están en el rango de 450-550 en la mayoría de los casos, y de 560 

puntos en la mediana, la solución también permite el cálculo intuitivo de la regla empírica 

(68–95–99.7). A partir de esto, se puede observar que aproximadamente el 68.27% de los 

estudiantes se encuentran en el rango de 417 a 731 puntos, y el 95.45% de 260 a 888 puntos.  
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Figura 8. Análisis demográfico 

 

Fuente: Los autores 

Como se observa en la figura 8, el dashboard permite identificar la composición de los 5.596 

aspirantes. Se evidencia una participación femenina de (3.381) frente a masculina (2.215). En 

cuanto al origen, predominan los estudiantes de instituciones fiscales (4.230), con una alta 

concentración en la provincia de El Oro (5.017). Además, el sistema identifica 29 aspirantes 

con discapacidad (0,52 %), donde destacan principalmente las discapacidades físicas e 

intelectuales. 

Figura 9. Instituciones con menor y mejor rendimiento 
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Fuente: Los autores 

El análisis comparativo institucional fortalecido por el filtro de más de 50 estudiantes para 

garantizar estabilidad estadística, evidenció diferencias entre los extremos del rendimiento 

académico. El bloque de excelencia, resaltado en azul oscuro, es liderado por la "U.E. de 

Fuerzas Armadas Colegio Militar No. 3" con 721.4 puntos, mientras que el grupo de menor 

desempeño, identificado íntegramente en rojo, presenta promedios críticos entre 510.2 y 

547.7 puntos en instituciones fiscales. 

Figura 10. Análisis del Índice de Riesgo por Ubicación. 

 

Fuente: Los autores 

El análisis geográfico mediante el Índice de Riesgo por Ubicación (IRP) permite identificar 

cómo el entorno geográfico influye en la preparación de los aspirantes. El dashboard revela 

que sectores como Balao (Guayas) presentan un Riesgo Medio (12.75%), situándose 71.4 

puntos por debajo de la línea base. Por el contrario, sectores como Machala y Piñas muestran 

un estatus "Sin Riesgo", superando el promedio general por hasta 69.4 puntos.  
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Figura 11. Análisis psicométrico por componentes. 

 

Fuente: Los autores 

El dashboard integra una sección de analítica avanzada para evaluar la complejidad de la 

prueba mediante el Índice de Dificultad por Componente, permitiendo clasificar cada área 

según el desafío representado para los aspirantes. El análisis revela que el Razonamiento 

Numérico es el componente más complejo con un índice del 50.72%, seguido por el Lógico 

(48.45%) y el Abstracto (47.45%), áreas donde aproximadamente la mitad de los evaluados 

presentó dificultades. Por el contrario, el Razonamiento Verbal se consolida como la mayor 

fortaleza con la dificultad más baja (26.95%). 
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Figura 12. Módulo de análisis predictivo y educativo (Ollama) 

 

Fuente: Los autores 

Como se observa en la figura 12 el módulo implementado mediante Ollama permitió 

complementar el análisis estadístico con interpretaciones automatizadas. La inteligencia 

artificial analizó la distribución por cuartiles (Q1, Q2 y Q3), para identificar patrones de 

rendimiento y propuso sugerencias pedagógicas destinadas a mejorar las áreas con menor 

desempeño 

DISCUSIÓN 

Los resultados obtenidos evidencian que el dashboard desarrollado permitió transformar la 

información del proceso de admisión en indicadores útiles para el análisis académico. A partir 

del procesamiento de 5.596 aspirantes, el sistema facilitó la identificación de patrones de 

rendimiento, características demográficas, diferencias institucionales y comportamientos 

geográficos, superando la lógica de los reportes tradicionales basados únicamente en tablas 

o registros aislados. 

Desde el punto de vista estadístico, la distribución global de los puntajes mostró un 

comportamiento relativamente equilibrado, con una mediana de 560 puntos y una 

concentración importante de aspirantes dentro de los intervalos definidos por la regla 
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empírica. 

En el plano demográfico e institucional, la mayor participación femenina, el predominio de 

estudiantes provenientes de instituciones fiscales y la concentración de aspirantes en la 

provincia de El Oro permiten contextualizar el proceso de admisión dentro de una realidad 

territorial específica. A ello se suma la identificación de diferencias entre instituciones y 

sectores con distinto nivel de riesgo, lo que demuestra la utilidad del sistema para localizar 

grupos o contextos que podrían requerir acciones de apoyo focalizadas. 

Por otra parte, el análisis psicométrico evidenció que los componentes de Razonamiento 

Numérico, Lógico y Abstracto presentan mayores niveles de dificultad que Razonamiento 

Verbal. Este hallazgo es relevante porque permite orientar estrategias de nivelación o 

refuerzo académico hacia las áreas en las que los aspirantes muestran mayores dificultades. 

Finalmente, la introducción de Ollama amplía el panel de control con análisis estadísticos 

combinados con interpretaciones automatizadas y recomendaciones pedagógicas para hacer 

los resultados más accesibles al usuario final, mientras se preserva la privacidad de la 

información al ejecutarse en un entorno local. Estos resultados revelan que la propuesta 

desarrollada es una herramienta útil para mejorar el análisis de las pruebas de admisión y 

apoyar a la toma de decisiones a nivel universitario. 

CONCLUSIONES 

El diseño de un panel de control inteligente que ayuda a analizar los resultados de las pruebas 

de admisión en UTMACH permite la conversión de un conjunto de datos dispersos 

almacenados en archivos estáticos en un sistema integrado de indicadores y visualizaciones 

accionables. 

Esta combinación de métricas así como la dispersión, junto con un examen de equidad y 

competitividad, ofrece una visión integral a las autoridades, para que tengan la perspectiva 
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de que el proceso de admisión es más que solo un promedio masivo de resultados, sino 

también desviaciones significativas en las fracciones del cuerpo estudiantil. 

En términos de ingeniería de software desarrollamos el backend desde la arquitectura 

hexagonal y el frontend desde una arquitectura modular basada en características, utilizando 

los mismos patrones que usamos: Fábrica, Repositorio, Señales y Estrategia, en la ingeniería 

de software. El enfoque XP es muy útil ya que pudimos integrar el uso de retroalimentación 

de los usuarios para crear un producto que se ajuste a las necesidades reales de la institución.  

La conectividad con el motor de IA integrado localmente con Ollama aporta inteligencia 

prescriptiva a la ecuación, convirtiendo indicadores numéricos en recomendaciones 

pedagógicas estructuradas, de una manera que respeta la privacidad y confidencialidad de 

los datos institucionales. Esto es lo que distingue al sistema de los sistemas analíticos 

convencionales, no solo describiendo el estado académico, sino también sugiriendo caminos 

para la intervención docente. De esta manera, el sistema es la base para mejorar aún más la 

toma de decisiones académicas en UTMACH. 
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